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1. Bevezetés 

Megtervezni és elkészíteni a gépet, hogy segítse az embert, civilizációnk 

egyik legfontosabb kihívása és eredménye. Évezredeken át a mozgó és a mozgató 

eszközök fejlesztésével egyre kevesebb terhet kellett az embernek a vállán 

viselnie, több időt szentelhetett a művészetnek és a gondolkodásnak, hogy aztán 

megszülethessenek a számolásban, a logikában, sőt a következtetésben is 

segítséget nyújtó gépek. Civilizációnk fejlettségét mára már nem csak az mutatja, 

hogy mire képes az ember, hanem hogy mire képesek az általa létrehozott és 

megtanított gépek. 

A mai mérnöki tervezési feladatok az emberi gondolkozás, felismerés, 

tanulás képességének utánzását tűzik ki célul, mindazt, ami minket a teremtés 

koronájává tudott emelni. Mindeközben a tudományos társadalom újra és újra 

találkozik azzal a felismeréssel, hogy az élet, a természet mintái és szerveződése, 

Isten csodálatos munkája a tökéletes inspiráció a legegyszerűbb és 

legbonyolultabb eszközök elkészítésére egyaránt. 

 

A látás az ember legalapvetőbb érzékelése, így a külvilággal minimálisan 

kölcsönhatásba lépő gépek esetében is szükség van a látottak értelmezésére. A 

gépi látásnak számos olyan alkalmazása van, amely megkönnyít az ember 

mindennapi életét: Az egészségügyben segíti az orvosok munkáját, olyan helyek 

kutatását teszi lehetővé, ahová ember nem juthat el, vagy veszélynek lenne 

kitéve, az iparban gyorsítja a termelést és automatizáltan végzi a minőség 

ellenőrzését, önvezető autókkal segít tisztává tenni környezetünket. A gépi 

látásra építve az életminőséget nagyságrendekkel javító segédeszközök hozhatók 

létre a látássérültek számára. 
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A gépi képértelmezés több tudományterület módszereit is alkalmazza. A 

hatékony működés alapja a képfeldolgozás, a kép – az aktuális feladatnak 

megfelelő – előfeldolgozása és a matematikai tulajdonságainak a kinyerése, a 

képleírás, objektumreprezentáció előállítása. A leírás szolgál a későbbiekben 

arra, hogy bizonyos tulajdonságokat elemezni lehessen, és össze lehessen 

hasonlítani a különböző képek vagy objektumok reprezentációit egymással. Ezért 

a leírót úgy kell megválasztani, hogy azon tulajdonságokat fejezze ki, amelyek az 

elvégzendő feladat szempontjából alkalmas a különbségek kiemelésére, illetve a 

nem releváns információk elhanyagolására. 

Az objektum-felismerés eredménye matematikai megfogalmazásban egy 

néhány dimenziós vektor, amely lehet egy vizuális kérdésre adott válasz, így egy 

objektum jelenléte, pozíciója vagy részletes típusa. A feladatban megfogalmazott 

kérdés döntést igényel, amelyet a reprezentáció alapján lehet meghozni. A 

következtetés történhet a leírás elemzése alapján, vagy ismert reprezentációkkal 

való összehasonlítás alapján. 

A gépi látás folyamatában alkalmazott algoritmusok és architektúrák 

egyaránt tudatosan közelítenek az emberi látásban és információfeldolgozásban 

megfigyelt módszerekhez. A klasszikus számítási architektúrák ugyan 

univerzálisak, ugyanakkor az a konkrét feladat igényeinek megfelelő, gyors 

működéshez és az alacsony fogyasztáshoz speciális, dedikált architektúrák 

szükségesek, sok számítási egységgel és a lokalitás precedenciájával. A tervezés 

során ezért azt is figyelembe kell venni, milyen architektúra áll rendelkezésre, és 

milyen egyéb igények vannak a válaszidőre és a fogyasztásra, illetve a súlyra és a 

méretekre vonatkozólag. 

Munkám során az általános használhatóságra törekedtem, ugyanakkor egy 

konkrét alkalmazási terület, egy, a látássérülteket segítő algoritmus- és 

alkalmazásgyűjtemény, a Bionikus Szemüveg elkészítése, mint motiváció és 
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tesztelési lehetőség, végigkísérte az algoritmusok fejlesztését. A Bionikus 

Szemüveg a Magyar Bionikus Látásközpont egyik kutatása projektje. Az 

algoritmusokkal szemben támasztott követelményeket, célokat és kényszereket 

jól behatárolták egyrészt a későbbi felhasználók által igényelt funkciók, másrészt 

a rendelkezésre álló hardverkörnyezet. A felismerendő objektumok, 

piktogramok, bankjegyek mind kétdimenziósak, és merevek, így az 

algoritmusokat is az ilyen típusú alakzatok felismerésére koncentráltam.  

A kép vagy képrészlet meghatározó tulajdonsága annak alakja. A 

háromdimenziós objektum kétdimenziós képre képeződik le, ezáltal az eredmény 

függ az objektum és a kamera pozíciójától. Egyrészt a háromdimenziós objektum 

különböző oldalai eltérőek lehetnek. Másrészt a látószögtől és a kamera, illetve 

az objektum relatív pozíciójától is függ a leképezés. A kétdimenziós – „lapos” – 

objektumok esetén az előbbi probléma ugyan nem áll fenn, viszont a leképezés 

ez esetben továbbra is függ a kölcsönös pozíciótól. Ezen felül az objektumok 

bizonyos részleteinek alakja változhat, illetve lehetnek eltérések egy objektum-

osztályon belül is – gondoljunk csak a cseresznye és a gesztenyefa leveleire, 

ugyan eltérő alakúak, de egyaránt a falevelek osztályba tartoznak. Ezért az 

alakfelismerés ritkán korlátozódhat sablonszerű illesztésre, bizonyos részletek 

jelenlétének vizsgálatára. Az ilyen típusú eltérések, illetve a diszkriminatív 

tulajdonságok megfelelő kiemelése a leírás feladata. 

Az alak legegyszerűbb matematikai leírói, mint például a kerület, terület, 

excentricitás, csupán egy vagy néhány skalárt tartalmaznak, amivel ugyan 

nagyon tömören fejezik ki az alak tulajdonságát az adott aspektusból, de 

finomabb különbségek kimutatására ezek az adatok alkalmatlanok. A komplex 

alakleírók alapvetően két családba sorolhatók. Az élalapú leírók az alakzat 

kontúrját írják le, a terület-alapú deskriptorok az alak összes pontját veszik 
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számításba. A két módszer egy komplex leíróban való használata ritka, 

ugyanakkor a szakirodalom említ néhány összetett deskriptort. 

A fenti felosztáson túl megkülönböztetünk globális és lokális leírókat, 

aszerint, hogy a leíró egy-egy értékére a bemenet egy része, vagy egésze van 

hatással. 

Az emberi mindennapok során látott objektumok alakjai összetettek, 

szinte lehetetlen olyan egységes nézőpontot kiválasztani, amely szerint az összes 

alakzat egyértelműen bekategorizálható lenne. Ezért célszerű egyszerre több 

modalitást is figyelembe venni, hogy ezáltal robosztusabb felismerést lehessen 

elérni. 

 Munkámban összetett deskriptor megalkotására tettem kísérletet, ahol a 

primitív, majd egyszerű, területalapú leírók alapján hozzávetőlegesen is össze 

lehet hasonlítani az alakzatokat, majd részletes következtetést az élalapú 

tulajdonságokból lehet levonni. 

Előzetes mintákból gyűjtött tapasztalat alapján megalkotott modell 

használata esetén példányalapú tanulásról beszélünk. Amennyiben a 

rendelkezésre álló minták esetében ismertek a megállapítani kívánt értékek, 

felügyelt tanulásról van szó.  

Példányalapú döntési modell például a legközelebbi-szomszéd modell, a 

kernelmódszerek, illetve a neurális hálózatok. Abban az esetben, amikor az 

előrejelzendő adat diszkrét, és szemantikus információval bír, osztályozásról 

beszélünk. A legegyszerűbb osztályozás bináris, ilyen esetben a kimenet 

értékkészlete igaz vagy hamis, illetve ezekkel bijektív bármilyen kételemű tér. Ez 

jelentheti egy konkrét tulajdonság meglétét vagy hiányát, de reprezentálhat olyan 

teret is, amelyben a vizsgálni kívánt szempont szerint kétféle elem létezik.  
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Az osztályozás értékkészlete lehet több osztály is. Feladattól függően az 

osztályok száma nem feltétlenül korlátos. Ez esetben megkülönböztetünk a 

feladat szempontjából releváns és nem releváns osztályokat. Ez a szempont azért 

különösen fontos, mert minőségileg más feladatról van szó, ha biztosan tudott, 

hogy a bemenet néhány adott osztályból való, illetve, ha a várt osztályokon kívül 

még bármilyen más osztályhoz is tartozhat a bemenet. Valós képek alapján 

történő objektum-felismerés esetében a bemenet tulajdonságtere a legritkább 

esetben korlátos. Dolgozatom második részében a legközelebbi-szomszéd 

osztályozás legfőbb hiányosságainak pótlását tűztem ki célul, amelynek 

köszönhetően nem releváns osztályokat tartalmazó térben egyaránt használhatóvá 

válik a módszer, illetve lényegesebben gyorsabb működés érhető el a 

tulajdonságok fokozatos összehasonlításával. 

Mind a leíró, mind az osztályozó tervezésekor az egyik fő motiváció a 

célhardvereken való hatékony futtatás volt. A feladatokból következően célul 

tűztem ki, hogy az algoritmusok kiloprocesszoros architektúrákon nagyon 

alacsony fogyasztás mellett működjenek, ugyanakkor kevés magos, számítógép 

vagy telefon digitális architektúráján futtatva is elfogadható legyen a feldolgozás 

sebessége.  

A processzorokban alkalmazott digitális számítási építőelemek sebessége 

közelít a fizikai határukhoz. Az architektúrák fejlődésére vonatkozó tapasztalati 

Moore-törvénnyel lépést tartva több processzort alkalmazó, párhuzamos 

architektúrák fejlesztése kezdődött az elmúlt évtizedben. Emellett viszont 

megnőtt az érdeklődés az alternatív technológiák iránt is, a korábban alkalmazott 

műszaki keretek lebontására. Az egyik ilyen fő kutatási ág a nem booli alapú, 

nem digitális számítási egységek fejlesztése, azon belül pedig a nanomágnesek 

hálózatának kutatása. A mágnesek árammal gerjesztve oszcillátorként 

működnek, amelyek kölcsönhatnak egymással, a rendszer állapota az egyes 
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oszcillátorok dinamikájától, a gerjesztés mintázatától, illetve az oszcillátorok 

topológiájától függ. Munkámban az ilyen oszcillátorhálózatok számítási 

egységként való használatára tettem kísérletet, definiálva az adat, illetve a 

program fogalmait, emellett kísérleteket hajtottam végre arra vonatkozólag, hogy 

milyen típusú számítások esetén bizonyul hatékonynak az 

oszcillátorhálózatokból felépülő architektúra. 
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2. Módszertan 

Az algoritmusokat, az azokhoz kapcsolódó teszteket és kísélreteket 

legtöbbször Matlab1 környezetben implementáltam. A vizuális feldolgozás 

alacsony szintjein (mátrixműveletek, konvolúció, morfológia – propgen, 

nyomatékszámítás) a Matlab beépített feldolgozóit is alkalmaztam, magasabb 

szinteken azonban saját implementációkat készítettem a szélesebb körű 

megismerés és változtathatóság végett. 

Munkám alapjaihoz, az alapvető módszerek alkalmazhatóságának 

kipróbálására hasznos segédeszköznek bizonyult a WEKA2 implementáció-

gyűjtemény, későbbiekben pedig az előbbit is magába foglaló RapidMiner3 

gyűjtemény illetve tesztkörnyezet. Az eredmények alapján saját implementációt 

készítettem legközelebbi-szomszéd, neurális hálózat döntési módszerekhez 

illetve általános genetikus algoritmushoz. 

A Bionikus Szemüveg bankjegyfelismerő applikációját kollégáimmal 

látássérültekkel teszteltük. A tesztek elején a látássérültek tájékoztatást kaptak az 

eszköz működéséről, majd segítség nélkül, csak az eszköz válaszaira 

támaszkodva kellett bankjegyeket azonosítaniuk. A tesztek során az összes 

feldolgozott képkockát és a hozzá tartozó döntéseket eltároltuk, így a méréseket 

később szimulációs környezetben meg tudtuk ismételni, mérve ezzel az 

algoritmusok fejlődését. Az élő tesztek során kézi feljegyzéseket is készítettünk, 

amelyekkel egyéb, a programra, a környezetre, a használhatóságra vonatkozó 

tapasztalatokat gyűjtöttük össze. 

                                              

1 http://www.mathworks.com/products/matlab/ 
2 http://www.cs.waikato.ac.nz/ml/weka/ 
3 https://rapidminer.com/ 
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3. Új tudományos eredmények 

1. Tézis  

Megterveztem egy új általános alakleírót, a Globális Statisztikai és 

Vetített Fő Élleírót (Global Statistical and Projected Principal Edge 

Distribution), amely több független jellemző leírásán alapul: ötvözi a 

globális matematikai tulajdonságok és az élalapú leíró előnyeit. A 

deskriptort implementáltam és hatékonyságát kísérletileg igazoltam. 

Kapcsolódó publikációk: [A1][A3][A4] [A7] 

A leíró globális matematikai alakleírókból és egy élalapú, lokális leíróból 

áll. A többféle alakleíró egy leíróba való ötvözése azt a célt szolgálja, hogy az 

alak különböző jellemzőit – belső terület, határvonal – egymástól függetlenül, a 

lehető legteljesebben le lehessen írni, és a döntést meggyorsítani.  

A tulajdonság-vektor fejlécét, majd az azt követő nyolc elemét 

matematikai és statisztikai leírókból állítottam össze, amelyek az összehasonlítás 

alapján történő hasonlóságmérés során gyorsabb döntést és jobb fedést 

eredményeznek.  

Az első tulajdonság az alakzat excentricitása, amely a fő és melléktengely 

hosszának arányát fejezi ki, és az alakzat elnyúltságát jellemzi egy skalár 

értékkel. A második tulajdonság az alakzat határoló téglalapjának és az alakzat 

területének aránya. A következő nyolc jellemző az alakzat két tengely szerinti 

hisztogramjának 4-4 statisztikai nyomatéka.  

A leíró második része élalapú alakleíró (Extended Projected Principal 

Shape Edge Distribution, EPPSED), és az alak lokális információit fejti ki. Az 

algoritmust a PPED képleíró inspirálta a principális élek kiválasztását és 

leképezését illetően. (Ábra 1.) 
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A felismerő bemenete egy, az alakzatot tartalmazó bináris kép, amelynek 

az előállítása egy alakkifejtő (szegmentáció, mintakifejtő) algoritmus feladata. 

 

Ábra 1. Az EPPSED él-alapú leíró vázlata. A bináris bemenetből 

konvolúcióval négy élkép képeződik. Az élképek a generálásukkal megegyező 

irányban levetítésre kerülnek, majd normalizálva, egymás után fűzve alkotják az 

él-alapú leíró vektort.  

Az alakzatból 5x5-ös konvolúciók segítségével, négy irányban négy élkép 

készül, amelyeken minden pixelpozícióban kiemeljük a legfontosabb éleket a 

négy irány közül. A kiemelés lépcsőfüggvény helyett soft-threshold függvénnyel 

történik, amelynek alkalmazása robusztussá teszi az algoritmust: egyrészt 

csökkenti a túlillesztést, másrészt segíti az átjárhatóságot különböző 

architektúrák, illetve azok eltérő számreprezentációi között. Kísérletileg 

igazoltam, hogy a folytonos függvény használata javít a felismerés eredményén. 

A forgásinvarianciát a folyamat során két ponton lehet biztosítani. Az 

egyik lehetőség a leíró generálásának módjában rejlik, ahol vagy közvetlenül a 
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leíró független az aktuális orientációtól, vagy olyan előfeldolgozás hajtódik 

végre, amelynek eredményeképpen normalizált orientációba kerül az alak. A 

másik lehetőség a forgásinvariancia osztályozás során történő biztosítása, ahol 

hasonló, de különbözőképpen elforgatott egyedek azonos osztályba kerülnek. Ez 

történhet adekvált metrika vagy döntés alkalmazásával vagy a forgatásokat 

tekintve redundáns tanítóhalmazzal. A PPED családjába tartozó leírók 

önmagukban nem forgásinvariánsak, ezért redundáns adatbázissal oldják meg a 

problémát. Habár ez a felfogás közelebb áll a humán érzékeléshez, 

átláthatatlanná nagyságrenddel nagyobbá tenné az adatbázist, ezért én a 

forgásnormalizálás megoldását választottam. Az alak nyomatékaiból 

kiszámítható orientációt veszem alapul, és az alakot úgy forgatom, hogy a 

főtengelye vízszintes legyen. A 180 fokos redundanciát úgy kezelem, hogy a 

súlypontot balra helyezem.  

A skálainvarianciát a vetítési keret alapjául szolgáló 64 × 64 pixeles 

képméretre történő átméretezéssel, normalizálással érem el. A 

pozícióinvarianciát az egyik dimenzióban az alak középre helyezésével érem el, 

úgy, hogy a másik dimenzióban az alak érinti a keret mindkét szélét. 

A principális éleket jellemző leíró generáló algoritmus alkalmas dedikált 

architektúrán vagy celluláris hullámszámítógépen való párhuzamos, nagy 

sebességű futásra. 
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Ábra 2. A GSPPED alakleíró összehasonlítása más alakleírókkal. 

Az általam tervezett alakleírót összehasonlítottam több, széleskörűen 

alkalmazott alakleíróval magyar Forint bankjegyekről kinyert, illetve zajjal 

szennyezett alakzatokon. Az eredmények azt mutatják, hogy a GSPPED 

túlteljesíti mind a komplex Zernike nyomatékok alapján összeállított alakleírót, 

mind az általános kétdimenziós Fourier-transzformáción alakuló deskriptort. Az 

eredményeket a 2. Ábrán foglalom össze. 
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2. Tézis 

Megterveztem és implementáltam egy kétszintű, reprezentáns 

egyedekkel történő, dedikált metrikával számolt összehasonlításon alapuló, 

nem korlátos osztályszámú osztályozási algoritmust több független 

algoritmusból származó tulajdonságvektorok alapján történő döntésre. 

Kapcsolódó publikációk: [A1][A3][A4] 

A többlépcsős döntés igazodik a leíró szemantikájához és a leíró részeinek 

diszkriminatív erejéhez. Az osztályozási folyamatban előbb a matematikai és 

statisztikai alakleírók alapján történő szűrés történik, majd korlátos legközelebbi 

szomszéd algoritmussal (Adaptive Limited Nearest Neighborhood, ALNN) az 

élalapú tulajdonságok kerülnek összehasonlításra, amelyben az egyedek közötti 

távolság dedikált metrika alapján kerül meghatározásra. 

Módszerem lényege a többrészes leíró többlépcsős felhasználása, amely a 

döntés gyorsítását és fedésének növelését is eredményezi. A reprezentatív 

egyedekkel való összehasonlítás során először az alapvető matematikai 

tulajdonságok kerülnek összehasonlításra, amely részletekről egyértelműen 

kiderül, hasonló objektumról van-e szó. Biztos döntés ugyanakkor az alapvető 

tulajdonságok alapján nem várható, viszont a módszer alkalmazásával csupán 

néhány tulajdonság alapján történő összehasonlítás elegendő lehet arra, hogy a 

nyilvánvalóan különböző reprezentációs halmazbéli elemeket elutasítsuk. Ezért a 

matematikai leírók közti különbségeket a tanítóhalmaz alapján megtervezett 

küszöbszinthez hasonlítva értékelem ki, utasítom el, illetve folytatom a 

következő lépcsővel. 
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2.1 Altézis 

Megmutattam, hogy többlépcsős, összehasonlításon alapuló osztályozás 

esetén, ha a mintaösszehasonlítás második fázisának célja a pontosság 

maximalizálása, az első lépésben történő, hozzávetőleges tulajdonságok 

alapján megvalósuló szűrés gyorsítja az osztályozást, illetve jelentősen növeli 

az osztályozás fedését. 

A közvetlenül a minták reprezentációjához való összehasonlításon alapuló 

döntések esetében a minták számával egyenesen arányosan növekszik a 

kiértékelés komplexitása. Ezért kézenfekvő, hogy amennyiben a különbség 

meghalad egy szintet, az összehasonlítás folyamata le legyen állítva. A módszer 

annál hatékonyabb, minél kevesebb összehasonlítás után minél több egyértelmű 

elutasítás hajtható végre. A GSPPED leíró első néhány tulajdonsága tömören, 

egy-egy skalárral fejezi ki az alak excentricitását, illetve terület-arányát, amely 

megfelelő szűrő-paraméternek bizonyult. 

 

Ábra 3. A fedés a döntés szűrés fázisa használatának függvényében, három 

különböző teszthalmazon mérve. 
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A szűrés alapján egy döntés átlagos ideje a szűrés nélkül szükséges idő 

12%-ra esik vissza. A gyorsításon kívül azonban a szűrésnek van egy 

másodlagos hatása is, a felismerés fedése átlagosan 17%-kal nagyobb, ha szűrést 

alkalmazunk (3. ábra). A látszólag paradox jelenség az alábbiakkal 

magyarázható: A szűrésre használt tulajdonságok információelméleti értelemben 

merőlegesek a második fázisban, a részletes összehasonlításra szolgáló 

tulajdonságoktól. A második fázisban a pontosság maximalizálásának érdekében 

az elfogadási sugár mértéke a legközelebbi, különböző osztályú egyed 

távolságától függ. A szűrés során tehát olyan elemek is kiszűrésre kerülnek, 

amelyek a második fázisban közel kerülnének a reprezentáns elemhez, így a 

szűrés növeli az elfogadási régiók nagyságát. A magyarázatot méréssel is 

igazoltam, amelyből kitűnik, hogy az előszűrés hatására az elfogadási régiók 

mintegy 25%-kal nagyobbak, mint szűrés nélkül. Mivel a második fázisban 

pontosságra optimalizált tanulás történik, a pontosság a szűréstől függetlenül 

változatlan, szinte 100%. 

2.2 Altézis 

Megterveztem és implementáltam a legközelebbi szomszéd osztályozó 

családjába tartozó Adaptív Korlátos Legközelebbi-Szomszéd (Adaptive 

Limited Nearest Neighborhood) osztályozót. A döntési módszer alkalmas 

arra, hogy a nem releváns (nulla osztályú) elemeket elutasítsa, amely a 

standard módszer egyik legfontosabb hátránya. 

A legközelebbi szomszéd osztályozás az osztályozandó bemenetet a 

reprezentatív mintahalmaz előre megcímkézett elemeihez hasonlítja. A módszer 

hátrányát, a nem releváns elemek elutasításának hiányát kiküszöbölendő az 

algoritmust olyan módon bővítettem ki, hogy minden tárolt elemhez egy korlátot 

állítok be. 
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A korlátok beállítása minden reprezentatív halmazban lévő egyedre 

egyedien, a tanítóhalmazban lévő nem releváns és osztályhoz tartozó egyedek 

alapján történik. Ehhez olyan tanítóhalmazt alkalmazását vezettem be, amelyben 

nem csak a felismerendő osztályokhoz sorolható egyedek találhatóak, de ettől 

eltérő, semelyik osztályba sem tartozó, úgynevezett nem releváns minták is. 

Ezáltal lehetőség nyílik tartalmazási döntésre (ahol csak egy osztály van és a rajta 

kívül álló egyedek) és több osztály közötti döntésre is. A jelenlegi munka részét 

ugyan nem képezi, de a modell lehetőséget biztosít egyedek szintjén átfedő 

osztályok közötti döntésre is. 

 

Ábra 4. Az Adaptív Korlátos Legközelebbi Szomszéd modell építése során 

elfogadási régiókat jelölünk ki, amelyek a tanítóhalmaz legközelebbi elemei 

alapján kerülnek meghatározásra (a piros illetve kék körök az x0 és az y0 elemek 

elfogadási régiói, z0 pedig egy nem releváns elem – így nem rendelkezik elfogadási 

régióval.) 𝒚𝟎  elfogadási régiója (𝒓(𝒚𝟎)) a legközelebbi nem releváns elem távolsága 

alapján van meghatározva (𝒓𝑵
𝒎𝒊𝒏(𝒚𝟎)). 𝒙𝟎 elfogadási régióját (𝒓(𝒙𝟎)) a legközelebbi 

más osztályú, releváns elem határozza meg (𝒓𝑶𝑷
𝒎𝒊𝒏(𝒙𝟎))  

A modell építése a következő folyamat szerint történik. A tanítóhalmaz 

címkével (ismert kimeneti értékkel) ellátott egyedeket tartalmaz, köztük nem 



 

 

 

17 

 

releváns, vagy „nulla osztályú” egyedeket is. A tanítóhalmaz releváns osztályú 

egyedeihez a környezetében elhelyezkedő más osztályú egyedek alapján korlátot 

rendelünk. Ha a szűrőkörnyezeten belül csak egy nem releváns egyed 

tartózkodik, akkor a korlát a legközelebbi nulla osztályú egyed és a tanítandó 

egyed közti távolság felével lesz egyenlő. Ha a szűrőkörnyezetben csak más 

valódi osztályú egyed található, akkor a korlát a legközelebbi ilyen egyed és a 

tanítandó egyed közti távolsággal lesz egyenlő. Ha csupán a tanítandó egyeddel 

megegyező osztályú egyed van a szűrőkörnyezetben, akkor a korlát a 

legmesszebb lévő ilyen egyed távolsága lesz. A legvalószínűbb ugyanakkor, 

hogy a tanítandó egyed közelében több osztály is megtalálható, ilyenkor a három 

módszerrel megállapítható korlát minimumát vesszük (lásd 4. ábra). Ugyanakkor, 

ha nincs más egyed a szűrőkörnyezetben, akkor ezt az egyedet, mivel semmi nem 

tudható a környezetéről, elhagyjuk. A valódi osztályú, egyedien beállított 

korláttal rendelkező egyedek összessége a reprezentatív halmaz. A korlát értékét, 

és így a fedést és a pontosságot egy vigilancia-paraméterrel tudjuk hangolni. 

 

Ábra 5. Az ALNN algoritmus hatékonysága összevetve a ma leginkább 

használatos és eredményes osztályozókkal. Az ábrán nem szerepel az SVM és a k-

NN osztályozó, mivel a többinél nagyságrenddel rosszabb eredményt tudtam elérni 

a használatukkal. 
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A módszert összevetettem több, általánosan használt, eredményesen 

alkalmazott döntési algoritmussal. A GSPPED által előállított alakleírót 

osztályoztam k-NN, előrecsatolt neurális hálózatok és SVM algoritmusokkal, 

illetve az ALNN használatával. A kísérletekből egyértelműen kitűnik az ALNN 

hatékonysága. Az elért eredményeket a 5. ábrán szemléltetem. 

2.3 Altézis 

A reprezentációs halmaz adaptív tanítására és optimalizációjára bővítő 

és szűkítő módszert dolgoztam ki, amelyekkel elérhető, hogy a kiértékelés 

során új egyedek a tanítóhalmazba való beemelésével javítható legyen a 

modell, illetve, hogy a reprezentáns halmaz mérete optimális legyen a 

felesleges túlreprezentáltság elkerülésével. 

A döntési modellek felhasználhatósága jelentősen növekszik azáltal, ha a 

mérések, tesztek során az osztályozási kimenet alapján félig vagy teljesen 

automatikusan javítható a tanító vagy reprezentáns halmaz. Ennek speciális esete 

az a felhasználási eset, amikor a kezdeti tanítóhalmaz nagyon kevés számú, 

kézzel összegyűjtött mintából áll, a teljes tanítóhalmaz pedig néhány tesztmérés 

során alakul ki. 

Az adaptív korlátos legközelebbi szomszéd (ALNN) döntés során nem 

csak a bemenet osztályát lehet megállapítani, de a legközelebbi elemtől mért 

távolság és az elfogadási régió alapján a döntés bizonyosságát, illetve folytonos 

tulajdonságtér esetén azt is, mennyire helyezkedik el a bemenet az adott osztály 

határvonalán. Ha az osztályozott bemenet a meglévő osztályrégió (vagy egy 

belső lefedetlen terület) szélén található, azt is jelenti, hogy a tanítóhalmazhoz 

hozzáadva növelhető annak fedése, illetve a régióhatárvonal pontossága. A két 

feltétel egymással ellentétes, ezért a bemenetek időbeli viszonyát, 

egymásutániságát használtam fel a bizonyosság igazolására az osztályozási 

perem közeli bemenetek esetében. A reprezentáns halmaz így biztosan olyan 
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egyedekkel bővül, amelyek fedésnövekedést biztosítanak, és – a teszteredmények 

fényében – biztosan az adott osztályhoz tartoznak. 

Az elfogadási régiók metszetét becsülve a túlzottan sűrű fedésű 

reprezentatív halmaz redundáns elemei is kiszűrhetőek. Az optimalizálási 

algoritmus tartalmazási frekvencia alapján rendezi a reprezentáns egyedeket. 

Ezek után egy iteratív algoritmussal szűrjük a tanítóhalmaz elemeit: A sor elején 

lévő egyedet eltávolítjuk a sorból, és az általa lefedett egyedeket kivesszük a 

reprezentáns halmazból. A lépést addig folytatjuk, amíg a sor végére nem érünk. 

Az optimalizálás során a reprezentáns halmaz méretét 30-50%-kal csökkentettük, 

miközben a fedés csupán 5-15%-kot csökkent (a pontos értékeket a 6. ábra 

mutatja.) 

 

Ábra 6. A reprezentációs halmaz optimalizáció hatása a fedésre. 
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3. Tézis 

A síkon elhelyezett, gyengén csatolt oszcillátorok által alkotott 

rendszert számítási egységként formalizáltam, definiálva a program, az 

adat, a bemenet és a kimenet fogalmát a hálózaton. Kísérletileg igazoltam, 

hogy az oszcillátorhálózat alkalmas arra, hogy a gerjesztés formájában 

kapott – statikus és dinamikus – bemenet alapján a feladatnak megfelelő 

kimenetet kapjunk, tehát az eszköz használható, mint programokat 

végrehajtó számítási egység. 

Kapcsolódó publikációk: [A2][A3][A6] 

Az oszcillátorok gerjesztés hatására a dinamikájuktól és a csillapítás 

mértékétől függő rezgésbe jönnek. Amennyiben több oszcillátor is jelen van, 

amelyek minimális, de mégis érzékelhető mértékben kölcsönhatnak egymással, 

gyengén csatolt oszcilátorhálózatról beszélünk. A nem-booli számítási egységek 

terén végzett kutatások egyik fókuszpontjába a Spin Torque Oszcillátorok (STO) 

és az általuk alkotott hálózat viselkedése és alkalmazása került. A fizikai 

megvalósítás előtt a legnagyobb hangsúly egyelőre a lehetséges alkalmazási 

módokra, illetve azok szimulációjára helyeződik. Az általam használt modellben 

az oszcillátorok egy miliszekundum nagyságrendű idő elteltével 

szinkronizálódnak, azonban nem azonos fázisban. A számítási egységet úgy 

formalizáltam, hogy az állapot, tehát az adat az aktuális fázisok különbségeinek 

vektorából áll össze. A program a topológia és az oszcillátorok dinamikájának 

összessége. A bemenet a bemenetiként címkézett oszcillátorokra gyakorolt 

gerjesztés, a kimenet pedig a kimeneti oszcillátorok közti fáziskülönbség. 

Tértranszformáció STO hálózat segítségével 

A klasszikus kétlépcsős objektumfelismerési modellben a sokdimenziós 

bemenetből előbb egy vagy több leírás készül, amelyek dimenziószáma 
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lényegesen kisebb a bemenet dimenziószámánál, a végső döntés a leírók alapján 

történik. A taníthatóság, így a döntés helyessége nagymértékben függ attól, hogy 

a leíró mennyire diszkriminatív a kimeneti osztályok vonatkozásában, tehát hogy 

a tulajdonságtérbe mennyire kompakt módon képezi le az egy osztályba tartozó 

bemeneteket, és mennyire különíti el a különböző bemeneteket.  

Kísérletemben a tértranszformáció demonstrálására gépi tanulási 

eredmények javítását tűztem ki célul oly módon, hogy a leíró-generálás és az 

osztályozás közé egy új elemet, egy OCNN tömböt helyeztem, amelynek a 

bemenete a reprezentáns vektor, kimenete pedig az úgynevezett szignatúra, ami 

alapján történik az osztályozás. Az OCNN topológia tervezésére, ez esetben a 

láncstruktúrában lévő oszcillátorok távolságának beállítására genetikus 

algoritmust terveztem, amely célfüggvénye a teljes tanítás helyessége volt, amely 

szoros összefüggésben áll a már említett kompaktsággal, tehát a minták alapján 

meghatározott tértranszformáció működésével. Tanítási mintaként szándékosan 

gyengített EPPSED alakleírót és H-MAX képleírót használtunk. 

A kísérlet során az összes tanítóhalmaz esetén sikerült javulást elérni. Az 

EPPSED leírón alkalmazott tanulás eredményében bekövetkezett javulást az X. 

ábra mutatja. A H-MAX leíró vektorain a tulajdonság- illetve szignatúratér 

kompaktságát is kimértük az osztályokon belüli átlagos távolság, illetve az 

osztályok közötti átlagos távolság által. A mérések alapján a kompaktság terén 

akár hússzoros javulást is el tudtunk érni. 

STO-hálózaton alapuló osztályozó implementálása statikus és 

dinamikus bemenetre 

Az STO hálózatok számítási egységként való használatának 

létjogosultságát másodszorra osztályozóként való alkalmazásban teszteltem. Az 

osztályozás feladatát úgy is fel lehet fogni, mint egy magas dimenziós bemenet 

leképezését egy nagyon alacsony, jellemzően egy dimenziós kimenetre. Az 
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osztályozás – a legegyszerűbb, bináris osztályozásnál maradva – a 

tértranszformáción túl egy szeparációt is magában foglal, ezért komplex 

feladatnak tekinthető. Kísérleteimben ugyanakkor nem csak statikus, hanem 

dinamikus, időben változó bemenetet is használtam. 

A bináris osztályozó kimenete egy adat, ami oszcillátorhálózat esetén két 

szomszédos szélső oszcillátor fáziskülönbsége. A bemeneti oszcillátorok száma a 

bemenet dimenziószámától függ. Így egy olyan topológia megépítését tűztem ki 

célul, amely többrétegű: Az alsó rétegben a bemenet dimenziószámával 

megegyező oszcillátor található. A következő rétegekben egy-egy oszcillátorral 

kevesebb, egészen a legfelső rétegig, ahol két oszcillátor zárja a topológiát.  

A topológiát többféle térbeli és téridőbeli bemenettel teszteltem. Statikus 

mintaként előbb összegzési képességet vizsgáltam, majd XOR-típusú logikai 

képességet. Dinamikus bemenetnek pedig mozgó lépcsőfüggvényt használtam, 

változó irányokban és zajjal. A kísérletek mindegyikében sikerült igazolnom a 

topológia taníthatóságát. 
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4. Az eredmények alkalmazási területei 

Az első és a második tézis a Bionikus Szemüveg projekttel együtt 

fejlődött, aktívan hasznosítva az élő tesztek során gyűjtött tapasztalatokat. Az 

alakleíró és osztályozó alkalmazásával egy összetett osztályozó épült, amely 

alkalmas Forint bankjegyek felismerésére. Az alkalmazás több jellemző egyidejű 

elemzésével állapítja meg a bankjegy címletét, és az osztályozott objektumok 

kölcsönös viszonyát is ellenőrizve magasan megbízható eredményt szolgáltat. 

Mivel téves végső döntés csak úgy születhet, ha több osztályozó egyidejűleg több 

képkockára is téves választ ad, a végső döntés szintű hiba mértéke 

elhanyagolható. 

A rendszer a bankjegyeken kívül természetesen más vizuális feladatokhoz 

is használható, amelyek merev, lapos alakzatok osztályozását igénylik. A 

Bionikus Szemüveg projekt keretében tovább lehet hasznosítani az 

algoritmusokat egyrészt más bankjegyek felismerésére, illetve piktogramok, LED 

kijelzők leolvasására, információs táblák azonosítására. 

A kifejlesztett leíró és osztályozó ugyanakkor más területen is 

alkalmazható. A módszerek implementálásra kerültek FPGA-n is, lehetővé téve a 

gyorsabb feldolgozást. (Az FPGA-n történő implementáció nem volt része a 

kutatásomnak.) 

Az oszcillátorhálózatok a jövőben a mai klasszikus számítástechnikai 

alkotóelemek egy részét válthatják fel. Alkalmazási területeiket számos 

kutatóintézetben vizsgálják, jelen dolgozat is egy ilyen folyamat része. 
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